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摘要 深度学习是近年来机器学习领域最热门的研究方向，尤其是在图像及语音识别、自然语言处理、自动驾驶等方面取得

了突破性进展．生物质谱是当今生命科学领域重要的研究工具，尤其在蛋白质组学、代谢组学、生物制药等领域发挥着关键

作用．近年来，基于深度学习方法的发展，以生物质谱为核心的蛋白质组学大数据分析将迎来发展新契机．本文综述了深度

学习方法在生物质谱数据解析及蛋白质组学研究方面的最新应用．
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深度学习属于机器学习方法中的一种，其结构

框架往往类比人类大脑，由大量神经元构成多层结

构．作为机器学习领域的一个重要研究方向，深度

学习近年来受到越来越多的关注．随着新型算法的

快速开发以及以英伟达公司(NVIDIA corporation)为
代表的图形处理器硬件产业的飞速发展，深度学习

的研究成井喷之势，尤其是在图像识别、自然语言

处理及自动驾驶方面取得了多个重大突破．深度学

习即机器学习中的多层神经网络方法，主要结构包

括输入层、隐藏层及输出层．图 1示意了深度学习
方法的基本结构．深度学习通过使用如反向传播算

法等来发现大型数据中的复杂结构，以指示算法内

部应如何优化其内部参数，经过模型参数的层层优

化，从而提高数据处理的准确度 [1-2]．按照神经网

络隐藏层间关系，目前各学科领域主要使用两种神

经网络结构，分别为卷积神经网络(convolutional
neural network，CNN)和循环神经网络 (recurrent
neural network，RNN)．除此以外，亦有其他一些
神经网络模型，如自动编码机、受限玻尔兹曼机及

深度信念神经网络等．其中，CNN在设计之初主
要用于处理具有类似网格状结构的数据类型，例如

传统的图片格式，其包括了对应像素的三颜色通道

中的像素强度信息．CNN主要有两种类型网络层，

即卷积层与池化层．其中，卷积层用来提取数据的

各种特征，可以使得模型在保留数据之间关系的同

时大大降低参数数量，而池化层可以对提取到的特

征进行抽象并降维处理，从而减少训练参数．通过

使用如反向传播算法进行模型训练后，CNN可以
对网格状数据进行有效地理解并进行诸如图片分

类、语音识别及自动驾驶等任务．CNN 最早由
Yann LeCun等[3]提出并应用在手写字体识别上，继

而在处理图像、视频、语音和音频方面取得了突

破．其中，2016年美国谷歌公司推出的 AlphaGo[4-5]

即采用了 CNN结合蒙特卡洛搜索树算法，一举击
败了韩国九段围棋高手李世石，使得深度学习这一

概念走进普通大众的视野．RNN是另一种常见的
深度学习架构，其从输入层得到信息后，会在隐藏

层传递过程中包含上一层信息，实现信息的隐藏性

传递，使得下一层单元中包含之前所有层的信息，
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尽管近年来以生物质谱为核心的蛋白质组学技

术飞速发展，但在一些特定质谱数据的分析中仍面

临巨大挑战，如面对蛋白质数据库中未收录蛋白质

以及抗体药物的序列测定，现有以数据库检索方式

为主的数据解析方法束手无策．另外，传统的数据

分析方法在质谱中肽段碎裂规律研究及肽段理化性

质预测方面也无能为力．当前，机器学习是数据挖

掘中重要的研究方法，在当前各学科发挥着重要作

用．机器学习分为监督式学习及无监督式学习，常

见的方法有线性回归、逻辑回归、决策树、支持向

量机、朴素贝叶斯、K邻近算法、随机森林、人工
神经网络等一些算法．在质谱及蛋白质组学领域，

机器学习发挥着重要作用，蛋白质组学常用的如

k-means方法等的聚类方法，则是一种无监督式学
习方法，可将样本依据蛋白质学数据特征分类成特

定组群，或者通过聚类找到功能差异相似基因．另

外，在蛋白质结构预测、蛋白质翻译后修饰、蛋白

质相互作用网络等领域，亦有大量的基于机器学习

方法的出现，为生物学功能研究提供重要的参考价

值．近年来，得益于计算机硬件及深度学习算法的

飞速发展，生物医药领域已经有大量的使用深度学

习的实例出现[17-18]．深度学习相比传统的机器学习

方法，可包含众多隐藏层及非线性变换，能更有效

地解读质谱及蛋白质组学数据中复杂的关系，具有

比传统机器学习方法更有效的数据解读能力，从一

开始出现就引起这一领域的高度关注，国内外众多

课题组也开始将这一最新的数据分析方法应用到蛋

白质组学中，既有关于质谱数据的分析，亦有对蛋

白质功能、细胞定位的预测等，均得到了良好的

效果．

Fig. 1 The model of deep learning
图 1 深度学习示意图

从而使得模型更适合处理语言文字一类前后关联的

数据类型[1]．因此，RNN在连续及关联数据中(如
文本和语音类型数据)应用广泛．

质谱(mass spectrometry)是当前蛋白质组学研
究中的核心技术，其分析能力近十几年来飞速发展[6-7].
从电离技术上区分，当前的生物质谱主要分为基质

辅助激光解吸附电离[8](matrix assisted laser desorption/
ionization，MALDI)和电喷雾电离 [9] (electrospray
ionization，ESI)两种方式．得益于电喷雾电离质谱
在肽段二级谱图获得上的高通量优势，高效液相色

谱串联电喷雾电离质谱的分析方式成为蛋白质组学

研究的主要工具[10-12]，其产出的生物质谱数据主要

包括一级母离子谱图及二级碎片离子谱图，亦有针

对特定分析需求而采取的三级及以上离子碎裂的质

谱采集方式[13-14]，但总体比较少见．二级质谱图为

质谱中特定母离子经过如碰撞诱导碎裂 (CID、
HCD)或电子转移诱导碎裂(ETD)后产生的碎片离子
图，这些二级谱图可用于对应肽段的序列鉴定[15]．

目前蛋白质组学中常用的数据检索方法为数据库依

赖的检索方法，以 Mascot、Maxquant、Sequest等
搜索引擎为代表[16]，将二级谱图中的碎片信息与数

据库中蛋白质肽段序列所能产生的理论碎片进行比

对，通过一系列数据统计分析，得到检索结果．
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本文简要综述了深度学习方法应用于生物质谱

及蛋白质组学的最新进展，对这些进展做简要的总

结，并进一步展望深度学习方法在未来生物质谱及

蛋白质组学领域的应用前景，以期为从事相关领域

的研究人员提供深度学习在本学科应用的参考.

1 深度学习在生物质谱领域的应用

质谱仪器在近年来发展迅速，扫描速度、质量

精度等性能日益提高．然而，与质谱仪器高速发展

不相匹配的是数据处理方式发展有限，成为蛋白质

组学研究新的技术瓶颈．随着深度学习技术的发

展，这一最前沿的机器学习方法势必将在质谱数据

解析领域发挥越来越重要的作用．当前在从头测序

(de novo)、肽段谱图预测以及质谱成像等领域已经
有深度学习方法应用的出现，下文将对这一领域作

初步的介绍．

1援1 深度学习在肽段从头测序中的应用

在蛋白质组学研究中，de novo测序方法是发
现未知序列新蛋白质的重要方法．由于无数据库序

列作参考，de novo测序只能利用二级谱图信息以
及一级母离子精确质量数进行肽段氨基酸序列的确

认．在近几十年的研究中，诞生了许多工具软件，

如 PEAKS [19]、pNovo [20]、Novor [21]及 MSNovo [22]等，

极大地促进了这一领域的发展．但需要注意的是，

de novo在许多方面仍存在技术难题，如混合谱的
存在会干扰目标肽段的鉴定、重要肽段碎片的缺失

以及大量肽段中性丢失峰的存在使得精确的肽段序

列鉴定存在困难等．另外，由于对解析出的序列缺

乏有效的验证手段，de novo方法在结果的准确性
确认方面也面临许多问题．近年来，随着越来越多

抗体药物的上市，对抗体进行精确的序列测定在药

物研发、试剂开发中扮演着日益重要的角色[23]．抗

体互补决定区(complementarity-determining regions，
CDR)的氨基酸一级序列是抗体分子发挥生物学功
能的核心区域，对这一区域序列的精确分析具有重

要的药物开发价值．因此 de novo方法在抗体药物
测序领域发挥着重要作用．鉴于此，当前生物质谱

研究领域迫切需要开发高效率、高精度的 de novo
数据分析方法．

结合最新发展的深度学习方法，2017 年加拿
大滑铁卢大学的李明教授团队[24]开发了基于深度学

习方法的肽段从头测序框架 DeepNovo．DeepNovo
采用两组 CNN 与一组长短期记忆人工神经网络
(long short-term memory， LSTM)进行肽段的 de

novo 测序，其中两组 CNN 分别称为 ion-CNN 与
spectrum-CNN，均以 Tensorflow 框架为核心搭建
而成．在这项研究中，任意一张质谱图可以被理解

为柱状图数据，即质荷比与该质荷比下的强度信

息．由于一张谱图中存在大量的质荷比分布，因此

数据呈现出高度复杂度．在结果输出即肽段预测方

面，本方法将所有的肽段序列理解为 20L (L 为肽段
长度，20 为理论上氨基酸种类)的排列形式．综
上，这一模型选取质谱二级谱图作为输入层，而按

氨基酸顺序排列的肽段作为输出层，框架结构如

图 2 所示．其中，在 spectrum-CNN 部分中，
DeepNovo 学习谱图的一般特征，结果如图中
prefix lookup部分所示，并将其传递到 LSTM神经
网络中；而在 ion-CNN部分中，通过学习当前谱
图特征，给出预测的氨基酸候选可能．如此，可以

得到两组信息，即从 ion-CNN学习得到的信息以
及经过 spectrum-CNN和 LSTM后得到的信息，将
这两组信息进行整合，可以得到未知肽段的序列预

测．经过 DeepNovo进行分析后，准确度大幅领先
目前已有的 de novo方法，在氨基酸和肽段精确度
上分别提高 7.7%～22.9%和 38.1%～64.0%.进一步
将 DeepNovo 应用于抗体轻链与重链的全序列重
构，在无蛋白质数据库辅助的前提下，实现了

97.5%～100%的序列覆盖度以及 97.2%～99.5%的
准确度．以上结果展示了深度学习方法应用于谱图

解析上巨大的成功，也为将来深度学习应用于其他

类型质谱数据的解析提供了有益参考．

1援2 深度学习在肽段二级谱图碎片离子预测中的

应用

实验中得到的肽段二级质谱碎片谱图与理论碎

片谱图的比对，是当前 Mascot、Sequest、pFind、
PEAKS等常见的蛋白质组学数据库检索软件进行
质谱数据解析的基础，因此肽段碎裂谱图的理论预

测对于数据库检索策略而言至关重要．在一张肽段

的二级谱图中信息包含两个维度，即质荷比 (m/z)
与信号强度．当前的主要数据库检索工具往往只利

用了质荷比信息，而忽略了信号强度信息．在这一

领域，目前已经有了一些利用机器学习方法进行肽

段 谱 图 预 测 的 尝 试 ， 如 MassAnalyzer [25]、

MS-Simulator[26]以及 PeptideART[27]等，但总体效果

并不理想．鉴于肽段谱图数据中各碎片信息之间存

在前后关联形式，因此 RNN以及由此衍生出的长
短期记忆网络(long short-term memory，LSTM)在谱
图预测方面具有可预见的优势．这是由于在 RNN
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Fig. 2 Schematic diagram of de novo peptide sequencing in DeepNovo
图 2 DeepNovo用于肽段 de novo从头测序示意图[24]

中，上一隐藏层的信息可有效传递至下一隐藏层，

从而更好地利用了质谱数据中质荷比的前后相关

性．基于此，Zhou等 [28]开发了 pDeep 算法，利用
双向长短时记忆循环神经网络 (bidirectional long
short-term memory，BiLSTM)进行了肽段二级谱图
的预测．模型是采用 Keras平台下 Tensorflow运行
环境搭建而成，通过采用图形处理器(GPU)进行运

算，通过前期模型考察，选取两层隐藏层构建

BiLSTM模型．最终，Zhou 等收集了近 400 万张
高精度的二级质谱图，包含了 HCD、 ETD 及
EThcD 等不同的碎裂模式．通过进行模型训练，
pDeep可以实现对 3种碎裂方式进行谱图预测，并
且结果中平均皮尔森相关系数大于 0.9，证明了方
法的稳定可靠．另外，这一策略也发现，神经网络

长短期记忆人工神经网络
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中间层得到的信息可以揭示肽段的一些理化性质，

可以从一个侧面理解肽段理化性质对于肽段二级碎

裂具有影响．另外，此策略对于质量数相近的氨基

酸组成，例如 GG与 N、AG与 Q、甚至 I与 L等
这些在普通数据检索策略中无法区分的情况都可以

实现有效判别，其中对于 I与 L可在 HCD谱图中
实现 0.67的分辨准确率，而在 EThcD谱图中准确
率更是高达 0.76．pDeep的成功构建说明使用机器
学习方法对理论肽段序列进行二级谱图预测具有广

阔的应用前景，未来势必会对肽段数据检索算法的

提升提供重要指导．

1援3 深度学习应用于肽段性质预测

肽段的定性与定量是基于“bottom-up”方法
的蛋白质组学研究中的核心内容，而肽段的准确定

性定量与其质谱特征的提取及理化性质的预测密切

相关．在液相色谱 -质谱串联分析中，肽段的保留
时间预测在非标定量研究以及多反应监测方法开发

中具有重要的应用价值．肽段的色谱保留时间主要

由肽段的理化性质决定，之前已有一些对其进行预

测的算法出现，如 SSRCalc、ELUDE、GPTime
等，但存在较大的预测误差，实际应用存在不少困

难．鉴于此，Ma等 [29]发展了 DeepRT 方法，将深
度学习方法用于液相色谱中肽段保留时间的预测．

DeepRT利用了 CNN与 RNN两种方法提取肽段特
征，其中 CNN过程使用了 4层卷积网络，用来处
理肽段序列．RNN则处理每一个肽段序列，并把
每个氨基酸视作长度为 20的向量．经过两种神经
网络的特征提取后，利用主成分分析进行降维，继

而采用常见的 3种机器学习方法(支持向量机、随
机森林及梯度提升)进行保留时间的预测，由于神
经网络方法并无特定的特征提取方式，更少的依赖

人为经验，而是机器根据数据类型自动学习处理，

因此往往能够实现更为有效的特征提取，从而实现

保留时间的精确预测．通过将已发表的数据集按比

例分成训练集、验证集及测试集 (8∶1∶1)，
DeepRT模型得到有效训练，实现了理论预测值与
真实值相关性接近 0.99，在与其他保留时间预测软
件 ELUDE和 GPTime的对比中，具有更精确的保
留时间预测．

在液相色谱串联质谱分析中，肽段的色谱及质

谱性质提取是最基本的处理步骤，其包含三个维度

的数据信息，即肽段的质荷比、保留时间以及肽段

信号强度，从而形成一个 3D图形．目前的肽段色
谱及质谱性质提取是根据预先设置好的参数，利用

先验知识进行特定类型的特征提取，在特征识别的

灵敏度上仍存在许多问题．鉴于此，Zohora等[30]开

发了一套基于深度学习的肽段色谱及质谱性质提取

策略 DeepIso，采用 CNN 扫描液相谱图，监测肽
段特征，并将其应用于肽段的色谱及质谱性质提取

及定量研究．DeepIso 框架分为三部分，即 CNN
训练、利用训练出的 CNN进行数据的肽段色谱及
质谱性质提取以及提取结果的验证．利用该策略对

采用 Asp-N、Chymotrypsin和 trypsin酶切处理的抗
体轻重链共 6个样品的肽段进行色谱及质谱性质提
取，实现了数据库检索中 93.21%鉴定结果可与特
征提取峰相匹配，并实现了高达 99.44%的特征提
取的准确度．这一应用揭示了深度学习方法在基于

液相色谱 -质谱串联分析的蛋白质组定性及定量流
程中肽段色谱及质谱性质提取方面的应用潜力．

1援4 深度学习在数据非依赖分析中的应用

目前数据非依赖采集(data independent acquisition,
DIA)是定量蛋白质组学研究中发展迅速的技术．
其可以将固定宽度质量窗口下所有母离子进行二级

碎裂，采集得到所有母离子的二级碎片质谱图，从

而实现高覆盖的定量方法．然而，正是由于较宽的

一级质量窗口，导致二级谱图中存在来自大量不同

肽段的碎片相互干扰，使得 DIA方法的直接定性
存在很大困难．另外，当前的 DIA数据解析方法，
如 DIA-umpire[31]、PIQED[32]等，仅能鉴定数据库中

的蛋白质，无法发现未知序列肽段．因此，尽管

DIA数据中包含丰富的蛋白质组信息，但由于其数
据结构的高度复杂性，现有策略无法进行充分、准

确的解析，限制了 DIA技术的进一步推广．深度
学习方法对于高复杂度的数据具有比传统方法更为

有效的优势，近期也有关于深度学习方法应用于

DIA研究的报道．据加拿大滑铁卢大学李明教授最
新的综述文章透露，其研究小组正在开发基于深度

学习的数据解析工具 DeepDIA，将可以对 DIA 扫
描中的谱图进行 de novo测序[33]．据介绍，前期的

实验结果显示 DeepDIA 在 DIA 数据的 de novo 分
析中展现出高准确度和可靠性．更详细的介绍需要

在其文章发表后可见．另外，由 Vadim等[34]开发的

DIA-NN (data independent acquisition by neural
networks)工具亦利用人工神经网络提高 DIA 数据
中母离子的鉴定能力，并进一步提高蛋白质定量的

准确度．随着深度学习技术的发展，更多先进的分

析方法与 DIA相结合将使得 DIA策略愈加强大和
完善．
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1援5 深度学习在质谱成像方面的应用

质谱成像技术 (mass spectrometry imaging，
MSI)是主要以MALDI为基础的成像方法，该方法
通过质谱直接扫描生物样品，离子化并检测其表面

分子进而成像，以实现在同一张组织切片或组织芯

片上同时分析数百种化合物分子的空间分布特征．

目前已进入了临床研究领域，其前所未有的细节呈

现能力为分析组织样本提供了独特的优势[35]．在前

期，已经有一些利用机器学习进行质谱成像数据分

析的研究出现[36]，如 Boskamp等[37]利用线性判别分

析方法(linear discriminant analysis)区分不同类型肿
瘤的特征．得益于质谱技术的发展，当前质谱成像

数据的规模与信息量愈发庞大，因此急需发展相应

高效数据解析方法．随着深度学习技术的发展，许

多研究小组尝试将深度学习方法应用到质谱成像的

数据解析．由于目视检查肿瘤组织并不能有效区分

肿瘤及其亚型与健康组织的差异并揭示复杂代谢变

化，Inglese等[38]利用基于非监督神经网络方法的非

线性降维方法(parametric t-SNE)进行数据降维，以
更好的发现不同肿瘤样本中的生物异质性．

Behrmann等[39]尝试将 CNN运用到质谱成像领域，
对肺癌中腺癌与鳞癌两组样本进行分类，并通过交

叉验证证实了深度学习方法的可靠性．以上尝试也

证明了深度学习方法在未来大规模临床样本质谱成

像的数据分析中会发挥越来越重要的作用．

2 深度学习应用于蛋白质组学研究

随着近年来质谱技术的飞速发展，分析灵敏度

和通量显著提高，进而产生出越来越大的蛋白质组

数据规模，进入了大数据时代．然而，面对与日俱

增的数据规模，常规的数据分析方法愈发束手无

策，无法有效解读．因此，机器学习方法开始逐渐

进入蛋白质组学数据解析领域[40]．蛋白质组学中常

用的质谱分析模式为自下而上(bottom-up)，即质谱
采集分析被特定蛋白酶如胰蛋白酶(trypsin)酶解的
蛋白质肽段片段，进而推导出其对应的蛋白质．蛋

白质组学数据往往呈现多维特征，包含成百上千样

本来源以及数以万计蛋白质种类的定量信息．常见

的机器学习方法往往无法充分挖掘其包含的丰富信

息，更需要深度学习技术提供更强大的数据挖掘能

力，来满足日益增长的蛋白质组大数据的解析需求.
2援1 深度学习用于基于蛋白质组学策略的生物标

志物筛选研究

深度学习可以用来对复杂多样的蛋白质组学数

据进行深入的信息挖掘，An 等 [41]从已发表的 259
例血浆样本的质谱数据中，利用深度信念神经网络

(deep belief network，DBN)进行阿尔茨海默病诊断
标志物蛋白质的筛选．经过深度学习的训练，发现

了包含 20个蛋白质的标志物群，其诊断精度超过
90%，并发现了 ACRP30蛋白与阿尔茨海默病具有
很强的相关性．在此项研究中，研究者还发现，采

用深度学习方法，其模型准确度明显高于传统的机

器学习方法如支持向量机、k 最邻近算法及普通的
反向传播神经网络．

2援2 深度学习用于核酸结合蛋白预测

核酸 (DNA 或 RNA)结合蛋白在细胞生物进
程中发挥着重要作用[42-44]，当前已有众多生物化学

及标记方法用于 DNA 及 RNA结合蛋白的鉴定研
究[45-49]，但实验的精确度和鉴定规模仍存在诸多局

限，急需其他方法予以补充．目前已经有计算方法

利用蛋白质的部分性质，如结构域序列等进行

DNA或 RNA结合蛋白的预测，但精确度仍然较为
有限．为了研究 DNA 或 RNA结合蛋白的序列特
征，Alipanahi等[50]利用深度学习方法从实验数据中

进行学习，发展出了基于 CNN的 DeepBind方法，
可用于预测蛋白质序列的核酸结合特性．经过对此

方法的评测发现，即使利用体外实验数据训练模

型，而用体内实验数据进行验证，此方法所得结果

的准确性仍远超当前其他预测方法．由 DeepBind
确定的蛋白质结合位点的特异性甚至可作为权重指

标，指示位点变异将如何影响其与特定序列的结

合，为核酸结合蛋白质的研究提供了有力的工具支

持．另外，Zheng 等 [51]利用深度学习方法，基于

Tensorflow框架进行 RNA结合蛋白的预测，发展
出 Deep-RBPPred 算法．此方法利用 CNN 训练
RNA 结合蛋白预测工具，取代其先前发表的
RBPPred 算 法 中 的 支 持 向 量 机 算 法 [52]． 在

Deep-RBPPred中，作者利用蛋白质的一些理化性
质如疏水性、极性、归一化的范德瓦尔斯体积、水

溶性及侧链电荷性等去训练 11层神经网络的权重，
实现了 RNA结合蛋白的高效预测．在未来，随着
深度学习方法的改进以及大量生物学验证数据的支

持，利用深度学习方法对未知结合蛋白及核酸结合

序列的预测将会有非常光明的应用前景，为这一领

域的发展提供强有力的生物信息学支持．

2援3 深度学习用于蛋白质定位预测

真核生物蛋白质的亚细胞定位与其功能调控直

接相关，由于现有实验技术和数据存在一定的局限
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性，通过生物信息学手段对蛋白质的定位进行预测

是当前该领域的重要研究内容．目前已有许多机器

学习方法被应用在蛋白质定位预测中，但这些方法

往往依赖已知数据库信息，对于存在位点突变的蛋

白质及无同源信息的蛋白质无法提供有效的定位信

息．鉴于此，Armenteros 等[53]利用 RNN进行蛋白
质定位的预测．在他们的模型中，依据最新的

uniprot蛋白质数据库中的信息，利用 RNN首先选
取全蛋白质序列，再进一步选取蛋白质序列中对蛋

白质定位起重要作用的序列，使用经过实验验证的

蛋白质定位精确信息，进行模型训练，实现了出色

的蛋白质定位预测效果(膜蛋白及可溶性蛋白质的
预测准确度可达 92%)，远超过当前其他蛋白质定
位预测软件．

3 总结与展望

从上文中可以看到，近年来大量以深度学习为

基础的分析方法在生物质谱及蛋白质组学领域得到

广泛应用．在质谱解析领域，面临着自动化高精度

解析的难点，如 de novo研究向来是谱图解析领域
研究难点，已存在的解析方法在精度及易用性上都

无法满足要求，而以 DeepNovo 为代表的研究出
现，预示着深度学习在谱图解析领域将给这一领域

带来重大变革．当前，质谱技术发展飞快，新型技

术如 EThcD以及 DIA的快速发展需要强大的数据
分析方法的跟进，传统的数据解析手段往往依赖数

据检索及手工辅助相结合，技术门槛较高并无法有

效地对富含多维度信息的质谱数据进行有效解析，

而深度学习方法可避免这些问题，其利用已知的数

据标注信息，通过多层神经网络，提取信息特征，

并能对未知数据进行有效的注释与解析．当前在图

像处理方面，深度学习取得了一系列重大进步，而

质谱成像领域则与之关系最为相近，有望在接下来

的几年中借助深度学习在图像识别领域的发展而受

益，进一步在临床检测中发挥越来越重要的作用．

在蛋白质组学研究领域，深度学习已广泛应用到生

物标志物发现、核酸结合蛋白预测及蛋白质定位研

究中，丰富了这一系列领域机器学习的深度，得到

了比传统机器学习更好的预测能力，也为这些领域

的数据挖掘带来崭新的思路．

与传统的机器学习相比，深度学习的优点在于

可通过多层神经网络，经过如梯度下降方法的参数

优化，可自动从复杂的数据中学习，能适应不同种

类、多种类型的数据，并得到出色的预测结果．不

过需要注意的是，深度学习也存在一定的问题，比

如建立起来的模型由于经过多个隐藏层的训练，内

部结果不易解读，往往无法实现结果的有效呈现．

另外，由于深度学习往往含多个隐藏层，训练模型

运算量巨大，往往需要高性能图形处理器的辅助，

对硬件规格要求较高．尽管面临一部分问题，但令

人欣慰的是深度学习方法的飞速发展，越来越多更

有效的新型算法层出不穷，极大丰富了深度学习的

应用范围．而随着以 Tensorflow等多方开源平台
的发展，以及大量互联网云服务的布局，深度学习

的使用门槛越来越低，有利于将这一先进的数据处

理方法应用到质谱相关的各学科领域．

随着质谱技术的高速发展，当前蛋白质学研究

中蛋白质序列测定发展迅速，但是由于翻译后修饰

如糖基化、磷酸化等，其化学计量值相对较低，质

谱响应弱，二级质谱图往往碎裂较差，往往无法对

翻译后修饰进行有效的鉴定．先前大量的机器学习

方法已应用到蛋白质翻译后修饰的预测中，也取得

了一定的效果，而深度学习方法可更有效地利用先

前大规模质谱数据，将进一步对蛋白质翻译后修饰

的研究推波助澜，实现更精确的蛋白质翻译后修饰

研究．同样，在蛋白质结构解析等领域，伴随着以

冷冻电镜为代表的技术对这一领域发展具有重大推

进作用，将产生出越来越大量的数据信息，以此为

资源，可进一步利用深度学习研究其他蛋白质的结

构信息．在蛋白质组学研究中，依据蛋白质组表达

以及基因组、转录组联合分析用于肿瘤及其他疾病

分子分型也是研究热点．传统的机器学习方法往往

无法对数据进行有效的解读，而深度学习得益于其

自身算法的普适性，并能对多种数据格式进行有效

的处理，在多组学分子分型研究中将发挥越来越重

要的作用．另外，在蛋白质间相互作用、核酸结合

蛋白的研究以及生物标志物发现等领域，深度学习

可利用先前大量的实验数据进行训练，以求更好地

利用已知数据去预测未知的信息．但同时也需要注

意到，深度学习往往需要巨大的样本量，并需要将

数据进行精确标记以帮助深度学习更好地工作，这

方面涉及到谱图解析及标注、疾病样本评估、蛋白

质组学表达谱数据产出等，都需要多学科专业人才

的辅助．因此，专业的科学工作者与深度学习算法

团队的合作将是高效的研究模式．

近年来，随着生物质谱技术和相关定性定量方

法的发展，为蛋白质组学研究注入了强大的活力，

并逐渐产生出愈发庞大的数据规模，使得蛋白质组
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学研究进入了大数据时代．因此，如何对质谱产出

的组学数据进行有效的数据挖掘并解读将会是未来

这一领域的研究热点．传统的机器学习方法往往需

要依赖先验知识，根据特定方式去提取数据特征，

从以上应用实例可以看出，深度学习方法的发展，

不仅越来越多的在生物质谱及组学数据处理中发挥

作用，作为更高级的机器学习方法，深度学习所展

现出的优异的数据挖掘及分析能力，必将在未来生

命科学相关领域的研究中发挥更大的作用．
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Abstract Deep learning is the most popular research area in the field of machine learning in recent years,
especially in image and speech recognition, natural language processing, and automatic driving．Biological mass
spectrometry is an important research tool in the field of life sciences and plays a key role in proteomics,
metabolomics, and biopharmaceuticals．In recent years, based on the development of deep learning methods, the
big data analysis in proteomics centered on biological mass spectrometry will usher into a new era．This article
reviews the latest applications of deep learning methods in the analysis of biological mass spectrometry data and
proteomics research.
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