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摘　 要：蛋白质结构的预测在理解蛋白质结构组成和蛋白质的生物学功能有重要意义，而蛋白质二级结构预测是蛋白质结构

预测的重要环节。 当 ＰＳＳＭ 位置特异性进化矩阵被广泛应用于将蛋白质初级结构序列编码作为输入样本后，每个残基可以被

表示成二维空间的数据平面，由此文中尝试利用卷积神经网络对其进行训练。 文中还设计了另一种卷积神经网络，利用长短

记忆网络感知了 ＣＮＮ 最后卷积特征面的横向特征和纵向特征后连同卷积神经网络的全连接共同完成分类，最后用 ｅｎｓｅｍｂｌｅ
方法对两类卷积神经网络模型进行了整合，最终 ｅｎｓｅｍｂｌｅ 方法中包含两类卷积神经网络的六个模型，在 ＣＢ５１３ 蛋白质数据集

测得的 Ｑ３ 结果为 ７７．２。
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　 　 蛋白质二级结构是由蛋白质初级结构链折叠形

成的一些通用结构，蛋白质初级结构是指构成蛋白

质的氨基酸序列，蛋白质的组成包含 ２０ 种天然的氨

基酸，为了定义氨基酸序列折叠形成的结构，一种流

行的算法是 ＤＳＳＰ ［１］ （ Ｄｅｆｉｎｅ ｓｅｃｏｎｄａｒｙ ｓｔｒｕｃｔｕｒｅ ｏｆ

ｐｒｏｔｅｉｎｓ）算法，ＤＳＳＰ 定义了八种蛋白质二级结构（β
桥，β 折叠， ３１０ 螺旋，α 螺旋，π 螺旋，转角，β 转角，
其他的结构如螺旋），并将这八种状态结构合并成

三种，分别为螺旋（用 Ｈ 表示），链（用 Ｅ 表示）和卷

曲（用 Ｃ 表示）。



在生物信息学中，为了预测蛋白质二级结构，蛋
白质的氨基酸序列携带的蛋白质结构信息是重要的

样本信息来源［２］。 ＰＳＳＭ（置特异性打分矩阵）作为

一种蛋白质序列的编码方法，ＰＳＳＭ 矩阵可以对蛋

白质数据库中蛋白质序列进行比对和打分，将蛋白

质原始序列编码后可以包含蛋白质残基序列的相对

完整的信息，将 ＰＳＳＭ 应用于蛋白质二级结构预测

开始于文献［３］。 而许多深度学习应用于蛋白质二

级结构预测的文献也都采用 ＰＳＳＭ 来表示蛋白质残

基，文献［３，６］采用基于深度学习的模型应用于蛋

白质二级结构预测，原残基序列样本被编码成

ＰＳＳＭ 当作输入特征矩阵。
本文中对 ＰＳＳＭ 预测蛋白质二级结构做了研究

和试验，在研究过程中，本文采用 ＣＮＮ（卷积神经网

络）作为预测模型，考虑到卷积神经网络的预测结

果不稳定，所以文中最终采用 ｅｎｓｅｍｂｌｅ（集成方法）
对实验结果进行整合，并且为了提高预测效果，本文

对原本设计的卷积神经网络进行了改进，将 ＬＳＴＭ
（长短时记忆神经网络）与 ＣＮＮ 结合，设计了两类

ＣＮＮ 神经网络，经过试验，预测结果虽然没有显著

提高，稳定性得到了提升。

１　 模型原理与方案提出

１．１　 卷积神经网络简单结构

　 　 根据文献［７］，ＣＮＮ 基本包含卷积层和池化层

（在文献［７］称作下采样层）单元，根据文献［７］这

些卷积层和池化层单元的级联构成了卷积神经网络

隐层，在文献［７］表明卷积神经网络的分类层之前

要有全连接层。
如图 １ 所示的 ＣＮＮ 中，只包含一个卷积层一个

下采样层和一个全连接层，最后是输出层，假设输入

层与卷基层设置 α 个卷积核，则卷积层的输出的第

α 个特征面 ｈ１，α ＝ ｆ（ｘ∗ Ｗ１，α ＋ ｂ１，α） ，其中 Ｗ１，α

表示 ｘ 样本的第 α 个卷积核， ｂ１，α 表示对应卷积核

偏 置。 完 成 下 采 样 后 的 特 征 面 为 ｈ２，α ＝
ｇ（β２ ｄｏｗｎλ２，τ２ ｈ１，α( ) ＋ γ２） ，那么全连接层可以表示

为（ ｈα１… ｈαｎ ），如果有多个卷积层，假设第 ｋ 层的

下采样面是 ｈｋ，αｉ（ ｉ ∈ ｛１，２…ｎ｝） ，第 ｋ＋１ 层表示卷

积层，卷积核个数设置为 ｗ，则该卷积层构造的第 ｗ

个卷积面 ｈｋ＋１，ｗ → ｈｋ＋１，ｗ ＝ ｆ（∑
ｎ

ｉ ＝ １
ｈｋ，αｉ∗ Ｗｋ＋１，ｗ

αｉ
＋

ｂｋ＋１，ｗ） 中 Ｗｋ＋１，ｗ
αｉ 表示第 αｉ 个下采样面对应的第 ｗ

个卷积核， ｂｋ＋１，ｗ 为对应偏置（∗代表卷积计算）。
１．２　 ＬＳＴＭ 神经网络简单原理

　 　 ＬＳＴＭ 神经网络是一种循环神经网络，是在文

献［９］中，为了解决其他循环网络消耗时间过长，梯
度消失等不足而提出的，后来文献［１０］在文献［９］
基础上为 ＬＳＴＭ 加入了记忆扩展结构，使隐层记忆

状态计算依赖于遗忘门中的权值矩阵，发展成了现

代 ＬＳＴＭ 网络。

图 １　 卷积神经网络简单结构图

Ｆｉｇ．１　 Ｓｉｍｐｌｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

　 　 如图 ２ 所示，在标准的 ＬＳＴＭ 模型中，ｔ 时刻样

本通过输入门与 ｔ－１ 时刻 ＬＳＴＭ 模型的输出共同计

算出输入 ｉｔ → ｉｔ ＝ σ（Ｗｘｉ ｘｔ ＋ Ｗｈｉ ｈｔ －１ ＋ ｂｉ） ，同时通

过输入挤压单元与 ｔ－１ 时刻 ＬＳＴＭ 的输出计算出新

的记忆 ｇｔ → ｇｔ ＝ ｔａｎｈ （Ｗｘｇ ｘｔ ＋ Ｗｈｇ ｈｔ －１ ＋ ｂｇ） ，再次

通过遗忘门单元与 ｔ－１ 时刻 ＬＳＴＭ 的输出计算出决

定记忆的状态因子 ｆｔ → ｆｔ ＝ σ（Ｗｘｆ ｘｔ ＋ Ｗｈｆ ｈｔ －１ ＋ ｂｆ）
，最后新的记忆 ｇｔ 与 ｔ 时刻的输入 ｉｔ 的点乘结果结

合 ｔ－１ 时刻的记忆状态 Ｓｔ －１ 与 ｔ 时刻记忆状态因子

ｆｔ 的点乘结果共同更新了 ｔ 时刻的最终记忆状态

Ｓｔ → Ｓｔ ＝ Ｓｔ －１  ｆｔ ＋ ｉｔ  ｇｔ ，ＬＳＴＭ 的输出是 ｔ 时刻的

样本输入与 ＬＳＴＭ 模型 ｔ－１ 时刻的输出通过输出门

单元计算出的 ｔ 时刻输出因子 ｏｔ → ｏｔ ＝ σ（Ｗｘｏ ｘｔ ＋
Ｗｈｏ ｈｔ －１ ＋ ｂｏ） ，之后与 ｔ 时刻 ＬＳＴＭ 模型的最终记忆

状态的激活函数值点乘计算出的结果 ｈｔ → ｈｔ ＝
ｏｔ  ｔａｎｈ （Ｓｔ） 。
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图 ２　 ＬＳＴＭ 简单原理图

Ｆｉｇ．２　 Ｓｉｍｐｌｅ ｓｃｈｅｍａｔｉｃ ｏｆ ＬＳＴＭ

　 　 ＬＳＴＭ 的模型的输入包括样本大小维度，是指

ＬＳＴＭ 输入的样本个数，特别的包含一个时间维度，

此维度代表时间片的大小，体现在图 １ 中就是 ｔ 的
大小，而最后的数据维度代表当前时间片的数据

内容。
１．３　 将 ＬＳＴＭ 与 ＣＮＮ 组合

　 　 在本文提出的方案中，在 ＣＮＮ 的 Ｆｌａｔｔｅｎ 层之

前（在图 １ 中为全连接层 ｈ３），假设 ｈ３ 是 ａ × ｂ × ｎ 的

卷积特征面输出，其中 ａ 和 ｂ 分别为卷积特征面的

长度和宽度，ｎ 为卷积特征面的个数，为了训练两个

ＬＳＴＭ 模型，分别将卷积特征面纵向排列将卷积面

的宽度作为时间维度输入 ＬＳＴＭ 神经网络，再将卷

积特征面横向排列将卷积特征面的长度作为时间维

度输入一个 ＬＳＴＭ 神经网络，最后将两个 ＬＳＴＭ 的

输出连同卷积特征面共同经过 Ｃｏｎｃａｔｅｎａｔｅ 操作经

过 ｓｏｆｔｍａｘ 完成分类（如图 ３）。

图 ３　 ＬＳＴＭ 与 ＣＮＮ 组合原理图

Ｆｉｇ．３　 Ｓｃｈｅｍａｔｉｃｓ ｏｆ ｃｏｍｂｉｎａｔｉｏｎ ｏｆ ＬＳＴＭ ａｎｄ ＣＮＮ

２　 模型设计

２．１　 ＣＮＮ 的设计

　 　 首先本文中 ＣＮＮ 的设计原则是 ＣＮＮ 的隐层越

多越好，按照文献［１１］中的描述，卷积神经网络的

层数越多，每层的计算任务就越简单，因为每层的输

入和输出相差就不会很大，简单的层模型有利于整

个模型构建。 在文献［１２］中，作者说明在分类前的

卷积特征面要足够小，同时卷积核要设置的足够大

有利于模型的构建。 由于 ＰＳＳＭ 组成的二维数据平

面的大小的限制，本文 ＣＮＮ 设计成了三层，每层设

置 ４０ 个卷积核，为了避免 ＣＮＮ 训练过程中的过拟

合，本文在 ＣＮＮ 的设计中采用了 Ｄｒｏｐｏｕｔ［１３］ 技术。
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本文 ＣＮＮ 的结构图如图 ４。
２．２　 ＬＳＴＭ 与 ＣＮＮ 组合模型的设计

　 　 在上述 ＣＮＮ 设计完成的基础上，我们将 ＣＮＮ
的最后计算的卷积特征面经过适当处理，分别作为

两个 ＬＳＴＭ 模型的输入，模型设计结构如图 ５。

图 ４　 ＣＮＮ 结构图

Ｆｉｇ．４　 Ｓｔｒｕｃｔｕｒａｌ ｄｅｓｉｇｎ ｏｆ ＣＮＮ

图 ５　 ＣＮＮ＋ＬＳＴＭ 结构图

Ｆｉｇ．５　 Ｓｔｒｕｃｔｕｒａｌ ｄｅｓｉｇｎ ｏｆ ＣＮＮ＋ＬＳＴＭ

２．２．１　 ＬＳＴＭ 参数的设置

ＬＳＴＭ 中也加入了 ｄｒｏｐｏｕｔ 技术， 同时设置

ＬＳＴＭ 的输出为整个时间片对应的序列，ＬＳＴＭ 隐层

个数设置为 ２０ 个。
２．３　 Ｅｎｓｅｍｂｌｅ 方法的设计

　 　 由于两类 ＣＮＮ 网络产生的预测结果会不稳定，
模型之间预测结果会存在差集，根据文献［１４］本文

采用了 ｅｎｓｅｍｂｌｅ 方法来解决这个问题，在多个分类

器存在预测结果差异的情况下，ｅｎｓｅｍｂｌｅ 方法会将

多个分类器的结果结合在一起会取得更好的

结果［１４］。
　 　 本文 ｅｎｓｅｍｂｌｅ 方法中包含两类模型，一种是

ＣＮＮ 模型，另一种模型是将 ＬＳＴＭ 与 ＣＮＮ 组合的模

型，这两类模型分别训练三个，一共六个模型，最后

ｅｎｓｅｍｂｌｅ 方法的输出为六个模型每类均值最大值。
关于 Ｅｎｓｅｍｂｌｅ 方法的实现，假设一共训练好 Ｎ

个预测模型，将预先训练好的 Ｎ 个模型分别预测数

据样本，将预测结果进行整合，假设Ｍｏｄｅｌｎ 在第 ｉ 类
二级结构的预测结 Ｏｕｔｐｕｔｉｎ（ ｉ ∈ ｛１，２，３｝，ｎ 表示模

型下标） ，Ｅｎｓｅｍｂｌｅ 模型的输出为 Ｏｕｔｐｕｔｅｎｓｅｍｂｌｅ ＝

ｍａｘ （［∑
Ｎ

ｎ ＝ １
Ｏｕｔｐｕｔｉｎ］ ／ Ｎ） 。

３　 数据与样本处理

３．１　 蛋白质样本的编码

　 　 本文中将蛋白质序列取窗口大小为 ｍ 来表示

单个残基，蛋白质每个残基表示成 ２０ 维的 ＰＳＳＭ 信

息和 ２０ 维的正交编码，每个残基被编码成了 ４０ 维

的信息，取窗口后，每个残基被编码成 ｍ∗４０ 的 ２
维数据平面作为每个氨基酸残基的模型输入，如图

６ 所示。 本文中采用 ＣＢ５１３［１５］蛋白质序列样本作为

数据样本，ＣＢ５１３ 中包含 ５１３ 个蛋白质氨基酸序列，
同源相似性小于 ２５％。 ＰＳＳＭ 用 ＢＬＡＳＴ 工具生成，
二级结构标签的定义采用 ＤＳＳＰ 的三类定义螺旋

（Ｈ），折叠（Ｅ），卷曲（Ｃ），数据集中 ５１３ 个蛋白质样

本一共８４ １１９个氨基酸残基经 ＰＳＳＭ 编码后作为训

练样本，螺旋（Ｈ）有２９ ０９７个， 折叠（Ｅ）有１７ ８９７
个，卷曲（Ｃ）有３７ １２５个。
３．２　 评估方法

　 　 在试验中，采用 Ｑ３ 作为预测结果的评估方法：

Ｑ３ ＝
ＱＨ ＋ ＱＥ ＋ ＱＣ

残基数量
∗１００，其中 ＱＨ ， ＱＥ ， ＱＣ 分

别是 Ｈ 类 Ｅ 类 Ｃ 类残基预测正确的残基数量。
３．３　 ＰＳＳＭ 的产生方法

　 　 根据文献［１６］，利用 ＰＳＩ－ＢＬＡＳＴ（ｈｔｔｐｓ： ／ ／ ｂｌａｓｔ．
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ｎｃｂｉ．ｎｌｍ．ｎｉｈ．ｇｏｖ ／ Ｂｌａｓｔ．ｃｇｉ）工具调用 ３ 次迭代，检测

进化矩阵设置为 ＢＬＯＳＵＭ６２ 矩阵，Ｅ⁃ｖａｌｕｅ 设置为

０．００ ｌ搜索 ＣＢ５１３ 数据集中每个蛋白质样本生成相

应的 ＰＳＳＭ 矩阵，在搜索蛋白质数据库是选择非冗

余蛋白质序列库（ｎｒ），ＰＳＩ⁃ＢＬＡＳＴ 有本地化工具只

需将 ｎｒ（ ｆｔｐ： ／ ／ ｆｔｐ． ｎｃｂｉ． ｎｉｈ． ｇｏｖ ／ ｂｌａｓｔ ／ ｄｂ ／ ＦＡＳＴＡ ／ ｎｒ．
ｇｚ）序列库下载到本地即可。

图 ６　 蛋白质样本的编码示意图

Ｆｉｇ．６　 Ｅｎｃｏｄｉｎｇ ｄｉａｇｒａｍ ｏｆ ｐｒｏｔｅｉｎ ｓａｍｐｌｅ

４　 结果与讨论

　 　 在本文提出的方案的实现过程中，以 ｋｅｒａｓ［１７］

平台框架作为工具，以 Ｐｙｔｈｏｎ３．６ 作为开发环境。 在

实验过程中我们采用三折交叉验证方法对试验结果

进行了统计，将数据样本分为三份，２ ／ ３ 作为训练集

１ ／ ３ 作为测试集。
因为 ｅｎｓｅｍｂｌｅ 需要三个模型，本文对 ＣＮＮ 的设

计一共训练了三个 ＣＮＮ 模型。
　 　 对于 ＣＮＮ 与 ＬＳＴＭ 组合的模型，对于 Ｅｎｓｅｍｂｌｅ
方法设计需要三个。

表 １　 ＣＮＮ 模型交叉验证实验结果

Ｔａｂｌｅ １　 Ｃｒｏｓｓ ｖａｌｉｄａｔｉｏｎ ｔｅｓｔ ｒｅｓｕｌｔｓ ｆｏｒ ＣＮＮ ％
模型 Ｑ３ ＱＣ ＱＥ ＱＨ
模型 １ ７６．７ ８３．７ ６１．２ ７７．３
模型 ２ ７６．８ ８３．１ ６３．６ ７６．８
模型 ３ ７６．６ ８３．２ ６３．７ ７６．２

表 ２　 （ＣＮＮ＋ＬＳＴＭ 试验交叉验证结果）
Ｔａｂｌｅ ２　 Ｃｒｏｓｓ ｖａｌｉｄａｔｉｏｎ ｔｅｓｔ ｒｅｓｕｌｔｓ ｆｏｒ ＣＮＮ＋ＬＳＴＭ ％　

模型 Ｑ３ ＱＣ ＱＥ ＱＨ
模型 １ ７６．０ ８５．０ ６４．５ ７１．５
模型 ２ ７６．５ ８５．２ ６２．２ ７４．２
模型 ３ ７６．２ ８６．６ ６１．０ ７２．３

　 　 图 ７ 为前两个模型三次试验结果的对比折

线图。
　 　 在图 １０ 中，横向观察，不论是只用 ＣＮＮ 还是

ＬＳＴＭ 与 ＣＮＮ 的组合，蛋白质二级结构的预测结果

都不很稳定，有一定的起伏；纵向观察，可以明显的

观察出 ＣＮＮ 模型中 ＱＨ 的结果要比 ＬＳＴＭ 与 ＣＮＮ
的组合的 ＱＨ 结果高，而 ＬＳＴＭ 与 ＣＮＮ 的组合的 ＱＣ
结果要高，所以两类模型有差集。 文中最后采用了

ｅｎｓｅｍｂｌｅ 方法将每类这三个模型整合在一起取均值

后作为 ｅｎｓｅｍｂｌｅ 模型的预测输出。
图 ７　 ＣＮＮ 与 ＣＮＮ＋ＬＳＴＭ 的对比结果

Ｆｉｇ．７　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＣＮＮ ａｎｄ ＣＮＮ＋ＬＳＴＭ
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　 　 Ｅｎｓｅｍｂｌｅ 方法的实验结果如表 ３。
　 　 通过对比可以发现，两类模型成员经过集成方

法，原本的预测结果并没有缩减，证明 ｅｎｓｅｍｂｌｅ 是

可以增加模型的稳定性，并且集成方法的两类模型

预测结果的差集通过 ｅｎｓｅｍｂｌｅ 可以很好的得到整

合起到提高预测结果的作用。
其他方法与本文中方法的对比（ＣＢ５１３ 的实验

结果）。

表 ３　 Ｅｎｓｅｍｂｌｅ 方法的实验结果

Ｔａｂｌｅ ３　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｆ Ｅｎｓｅｍｂｌｅ ｍｅｔｈｏｄ ％

模型 Ｑ３ ＱＣ ＱＥ ＱＨ

Ｅｎｓｅｍｂｌｅ ７７．２ ８５．４ ６３．２ ７５．５

Ｅｎｓｅｍｂｌｅ（ｃｎｎ＋ｌｓｔｍ ｏｎｌｙ） ７６．６ ８６．１ ６２．７ ７３．０

Ｅｎｓｅｍｂｌｅ（ｃｎｎ ｏｎｌｙ） ７６．９ ８３．７ ６３．０ ７７．１

表 ４　 ＣＢ５１３ 数据集预测结果对比

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ＣＢ５１３ ｄａｔａｓｅｔ ｂｙ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ％　

方法 Ｑ３ ＱＣ ＱＥ ＱＨ

ＥＬＭ［１８］ ７１．２ ７６．９ ６３．１ ６７．６

ＳＶＭ［１９］ ７３．５ ７９．０ ６０．０ ７５．０

本文 Ｅｎｓｅｍｂｌｅ ７７．２ ８５．４ ６３．２ ７５．５

打分函数法［２０］ ８０．５ ８１．２ ８０．９ ７９．８

　 　 由上表可以看出，Ｅｎｓｅｍｂｌｅ 方法卷曲（Ｃ）的预

测结果最高，Ｅｎｓｅｍｂｌｅ（ＣＮＮ＋ＬＳＴＭ）模型的卷曲预

测结果达到了 ８６．１％，并且 Ｅｎｓｅｍｂｌｅ（ＣＮＮ ｏｎｌｙ）的

螺旋（Ｈ）的预测结果 ７７．１％与最高结果７９．８％相比，
差距很小。

５　 结　 论

　 　 本文通过将 ＣＮＮ（卷积神经网络）应用到蛋白

质二级结构预测，并且将 ＬＳＴＭ 与 ＣＮＮ 组合之后，将
两类 ＣＮＮ 模型通过 ｅｎｓｅｍｂｌｅ 方法整合在一起，从实

验结果来看 ｅｎｓｅｍｂｌｅ 方法的应用能够综合多个模型

的输出结果并使结果有所提高，另一方面将 ＬＳＴＭ
应用到 ＣＮＮ 之后，ＣＮＮ 模型预测结果会与原 ＣＮＮ
预测结果产生差集，这使得将两类 ＣＮＮ 模型整合在

一起使结果更加稳定和有提高的空间。
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